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Работа посвящена применению нейросетевого моделирования в сфере водоподготовки. 
Разработана нейросетевая модель, способная прогнозировать концентрации хлороформа, 
образующиеся в ходе хлорирования питьевой воды, в зависимости от характеристик каче-
ства воды. Проведена серия компьютерных экспериментов по исследованию влияния 
отдельных факторов на целевой параметр. Построенная нейросетевая модель дает воз-
можность создания системы контроля над содержанием хлорорганических соединений 
в питьевой воде, тем самым обеспечивая условия более безопасного водопотребления.

Большинству функционирующих станций обеззараживания 
питьевой воды, спроектированных в соответствии с тради-
ционными технологиями осветления и хлорирования воды, 
становится все труднее справляться с постоянно растущим 
антропогенным загрязнением водоисточников [1–2].

В таких условиях применение нейросетевого моделиро-
вания для выявления аномалий качества питьевой воды, 
а также для подбора оптимальных параметров и условий 
подготовки питьевой воды является чрезвычайно акту-
альным [3–7]. Моделирование свойств воды и параметров 
водоподготовки позволяет осуществить целенаправлен-
ный поиск оптимальных характеристик технологического 
процесса хлорирования питьевой воды, при которых обра-
зуется наименьшее количество канцерогенных соединений 
и тем самым обеспечить условия более безопасного водо-
потребления.

Описание модели
Для установления зависимости между значениями параме-
тров, определяющих качество питьевой воды, и концентра-
циями хлорорганических соединений использовали метод 
наименьших квадратов (МНК), для расчета применяли пакет 
программ Maple 13. Из числа исследуемых параметров уда-
лось исключить цветность и мутность, так как эти характе-
ристики качества не оказывают значительного влияния на 
образование галогенорганических соединений в процессе 
хлорирования питьевой воды.

Для построения нейронной сети (НС), моделирующей 
влияние параметров процесса обеззараживания воды и ее 
исходных свойств на концентрацию хлороформа, данные 
фиксировались ежедневно в течение трех лет на одной из 
городских станций водоподготовки. Параметры, выбранные 

в качестве входных переменных, независимы друг от друга, 
максимальный коэффициент корреляции между ними не 
превышает 0,25.

Для решения поставленной задачи применяли пакет 
Neural Networks Toolbox программной среды MATLAB. Выбор 
структуры НС определяли в соответствии со сложностью 
и особенностями задачи.

При создании нейросети необходимо принимать во вни-
мание, что общее число связей сети должно быть в разы 
меньше объема обучающей выборки, чтобы обеспечить 
достаточно гладкую аппроксимацию данных. Иначе ней-
росетевая модель просто «переобучится», то есть запомнит 
данные, но не сумеет сделать статистически значимый про-
гноз по новым значениям [8]. В нашей задаче для моделиро-
вания концентраций хлороформа имеется 50 связей, а объем 
выборки равен 6556, то есть сформулированное выше усло-
вие удовлетворяется.

Для определения концентраций хлороформа и созда-
ния условий максимально безопасного водопотребления 
проводился выбор типа искусственных нейронных сетей. 
Наилучшим оказался тип feed-forward backprop с прямой 
передачей сигнала и с обратным распространением ошибки. 
На рис. 1 приведены фрагменты выходного файла MATLAB, 
характеризующие параметры сети.

При создании сети подбирали оптимальные: функции 
обучения и число нейронов. Оптимальной оказалась функ-
ция LEARNPGDM, реализующая процесс обучения, а в каче-
стве функции активации использовали дифференцируе-
мую функцию TANSIG. Для оптимизации применили метод 
Левенберга-Марквардта [9].

На рис. 1а показан графический вывод корреляции в виде 
точечной диаграммы с набором таких целевых данных, как 
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«Цели» (Targets), «Выходы» (Outputs), «Ошибки» (Errors) для 
следующих выборок входных данных: обучающей (Training), 
контрольной (Validation), тестовой (Test) и для всего массива 
данных (All). На рис. 1б отображена гистограмма ошибок для 
проанализированных выборок.

Построенная сеть способна анализировать данные и фор-
мировать связи между показателями питьевой воды (вход-
ные параметры модели) и концентрацией хлорорганических 
соединений, образуемых в процессе обеззараживания, на 
примере хлороформа (выход модели).

Хлороформ выбран в  качестве выходного параметра, 
так как по результатам проведенной оценки именно его 
концентрация вносит основной вклад в общее содержание 

хлорорганических соединений в питьевой воде на выбран-
ном объекте исследования [10–11].

В  качестве входных параметров выбраны следую-
щие:
•	 температура воды, °C;
•	 водородный показатель, ед. pH;
•	 перманганатная окисляемость, мг / дм3;
•	 хлоропоглощаемость, мг / дм3;
•	 остаточный хлор, мг / дм3.
Выходной параметр – ​концентрация хлороформа, обра-

зованного в ходе обеззараживания питьевой воды. Учитывая 
показатели исходной воды, составим более подробную 
схему, описывающую работу нейронной сети (рис. 2).

Температура воды Водородный

показатель, pH

Перманентная

окисляемость

Концентрация хлороформа

Остаточный

хлор
Хлорпоглощаемость

Рис. 1. Фрагменты 

выходного 

файла MATLAB, 

характеризующие 

параметры сети

Рис. 2. Структура нейронной сети для концентрации хлороформа с учетом входных параметров 
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Результаты моделирования 
и обсуждение
По результатам моделирования построен график сравнения 
фактических, полученных методом газожидкостной хрома-
тографии, и расчетных значений для выходного параметра 
сети – концентрации хлороформа (рис. 3).

Для анализа степени статистической зависимости 
и оценки достоверности полученных результатов опреде-
лен коэффициент корреляции между расчетными и фактиче-
скими значениями. Сеть, показавшая наилучший результат 
обучения, имеет коэффициент корреляции 0,88.

Для исследования влияния отдельных факторов на целе-
вой параметр проведена серия компьютерных экспериментов, 
диапазоны изменения параметров приведены в табл. 1.

Результаты экспериментов показаны на рис.  4(а–д). 
Выбрано два уровня фиксированных значений параметров: 
средний (синий график) – ​со значением концентрации хло-
роформа 0,0055 мг / дм3 и повышенный (красный график) – ​
0,016 мг / дм3.

Во всех случаях зависимости концентрации хлороформа 
от факторов оказались полиномиальными с наличием мини-
мумов и максимумом в исследуемых диапазонах. Характер 
зависимости концентрации хлороформа от температуры 
сохранялся в обоих случаях. При среднем уровне для окис-
ляемости, хлорпоглощаемости и остаточного хлора обна-
ружены минимумы, наибольший разброс концентраций 

хлороформа наблюдался для остаточного хлора и составил 
0,012 мг / дм3. При увеличении значений рН идет снижение 
концентрации хлороформа.

При повышенном уровне рН изменение концентрации 
хлороформа в зависимости от окисляемости, хлорпогло
щаемости и остаточного хлора было небольшим и соста-
вило не более 0,003 мг / дм3. При значениях рН свыше восьми 
единиц значение целевого параметра практически не изме-
няется.

Заключение
Для определения концентраций галогенорганических соеди-
нений на практике используются газохроматографические 
методы [12], которые не подходят для экспресс-анализа. Поэтому 
актуальной остается проблема прогнозирования содержания 
хлорорганических соединений в воде. Решение этого вопроса, 
по нашему мнению, лежит в области разработки нейронных 
сетей. В ходе исследования предложена нейросетевая модель, 
прогнозирующая концентрации хлороформа, который обра-
зуется во время обеззараживания питьевой воды, в зависимо-
сти от температуры, водородного показателя, перманганат-
ной окислямости, хлорпоглощаемости и остаточного хлора. 
Коэффициент корреляции между фактическими и рассчитан-
ными по модели значениями целевого показателя составил 
0,88. С помощью построенной модели можно в режиме реаль-
ного времени отслеживать концентрации хлорорганических 

Таблица 1. Диапазоны изменения входных параметров

Температура, °C pH
Перманганатная  

окисляемость,  
мг / дм3

Хлорпоглощаемость,
мг / дм3

Среднесуточный  
остаточный хлор, 

мг / дм3

min 1 6,0 1,50 0,90 0,80

max 30 8,9 8,75 2,64 2,54

0
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0,004

0,006

0,008

0,010

0,012

0,014

0,016

0,018

0,020
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Рис. 3. Сравнение результатов моделирования и фактических значений для целевого параметра сети
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соединений, что позволит автоматизировать систему контроля 
процесса обеззараживания и снизить уровень канцерогенного 
риска употребления населением питьевой воды.

Исследование выполнено при финансовой поддержке 
РФФИ в рамках научного проекта № 18-35-00489.
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Рис. 4. Зависимость концентрации хлороформа от показателей качества воды: а – ​температуры; б – ​водородного показателя pH;  

в – ​перманганатной окисляемости; г – ​хлорпоглощаемости; д – ​остаточного хлора
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Рамановская спектроскопия с атомным разрешением
Рамановская спектроскопия широко исполь-
зуется на производстве для контроля качества 
и в научных исследованиях для изучения моле-
кулярных процессов. В этом методе детектиру-
ется рассеянный свет, образующийся при вза-
имодействии молекул образца с  излучением 
определенной частоты, например, от лазера. 
Однако нормальные колебательные моды при-
ходится рассчитывать теоретически, т. к. их 
визуализация невозможна. Для этого требу-
ется пространственное разрешение в несколько 
ангстрем, что почти на три порядка меньше 
дифракционного предела в  оптике. Около 
40  лет назад исследователи обнаружили, что 

рамановский сигнал можно усилить в  мил-
лион раз, если использовать в  качестве под-
ложки металлическую поверхность (из  сере-
бра или золота). Лазер возбуждает атомы 
металла, усиливая сигнал от исследуемых моле-
кул. Следующим шагом стало использование 
микроскопической металлической иглы, около 
которой фиксируется интересующая молекула. 
В  такой модификации метода ученые запи-
сывают спектры с  разрешением в  20–30 нм. 
Американские ученые преодолели это ограниче-
ние и получили уникальные спектры различных 
фрагментов одной молекулы с  разрешением 
в несколько ангстрем.

Исследователи нанесли раствор тетрафе-
нил порфирин кобальта на медную пластину 
и  поместили серебряную иглу сканирующего 
туннельного микроскопа на расстоянии несколь-
ких ангстрем от цели. Чтобы достичь атомного 
разрешения, эксперимент проводили в  среде 
с  очень высоким вакуумом и  температурой 

–267 °С. В таких условиях молекула порфирина 
крепко «примерзает» к  медной поверхности, 

и  иглу микроскопа можно перемещать вдоль 
образца на расстоянии около 0,2 нм.

Исследователи зафиксировали различия 
в  частотах и  построили карту интенсивности 
рамановского излучения в различных частях моле-
кулы. Впервые стало возможно наблюдать коле-
бательные спектры молекулы, которые ранее рас-
считывались исключительно теоретически.

Ученым предстоит разрешить несколько про-
блем на пути широкого использования разрабо-
танного метода. Экстремально низкие вакуум 
и температура доступны для воспроизведения 
в немногих лабораториях мира. Неизвестно, 
смогут ли комбинации вещество/металличе-
ская подложка – иные, чем порфирин кобальта/
медь – обеспечить необходимое сильное взаи-
модействие, которое определило успех экспе-
римента. Также необходимо изучить, искажает 
ли металлическая поверхность колебательное 
состояние молекулы. Преодоление этих ограни-
чений откроет уникальные возможности в иссле-
довании и визуализации молекул.
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